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                    摘要 扩展和平滑两个模块进行了优化;同时引入了环境选择的思
    为了提高语音识别系统的鲁棒性，本文提出了一种特征 想，因为在实际环境中，噪声类型和级别是多种多样的，如

参数规整的优化算法。整个算法由环境选择、MFCC差分扩 果我们的降噪策略也围绕变化的噪声有针对性的变化，那么

展、均值方差规整(Mean and Variance Normalization, MVN) 必然会带来性能的提高。

和ARMA滤波器平滑四个模块组成。首先我们对扩展和平滑 下面的内容是这样安排的。在第2节中，将阐述特征

这两个模块进行了一系列的优化，然后再加入环境选择的思 参数规整的重要原理一累积分布函数匹配原理，并简单介绍

想进一步提高了性能。在Aurora2数据库上总识别率的相对 UN和直方图均衡方法。在第3节中，我们将具体说明算法

提升达到了53.23%，要明显优于传统的各种参数规整方法， 的组成。在第4节中，一方面通过实验结果来说明算法各模

并且和ETSI AFE标准前端的性能基本持平。 块的优化过程，另一方面将比较我们的算法和其他一些典型

                                                        算法在Aurora2数据集上的结果。结论将在第5节中给出。

尖甜佩 鲁棒性语音识别;参数规整;环境选择; 参数

        优化

                  1.引言

    在实际应用时，有许多原因可能会导致语音识别系统的

识别率显著下降，这些原因包括语音采集环境的影响(如加

性噪声，录音设备，信道畸变等)和说话人的影响(如说话风

格，口音，以及环境影响引起的说话风格的变化等)。为了

使语音识别系统在面对这些不利条件时也能具有较好的性

能 采用了许多方法来增强系统的鲁棒性(Robustness)。这

些方法总的来说可以分为两大类:第一类是自适应方法，主

要是着眼于对声学模型进行变换以适应特定的使用环境;第

二类是参数规整方法，主要通过对语音特征参数的变换来减

小训练和使用环境之间的不匹配程度。

    倒谱均值规整(Cepstral Mean Normalization, CMN)

方法是规整方法的一个典型代表，但是一般只能用来补偿信

道畸变的影响，这是它的局限。UN方法〔1]则是同时规整

特征矢量的均值和方差，因而对加性噪声也有一定的效果。

直方图均衡方法【1]，是一种利用特征参数的累积直方图的

规整方法，取得了比MVN更好的结果。此外也有人将直方图

均衡方法进一步发展，提出了基于分位数的直方图均衡方法

【幻[3]，这种方法只用少量的数据便可获得数据分布的累积

直方图;或者把它与其他方法结合起来，比如谱相减〔4],

矢量泰勒级数(Vector Taylor Series, VTS) [5]等;还有对

语音段和噪声段分别计算累积直方图的均衡方法[6]，但这

种方法需要一个VAD算法来很好的区分语音段和噪声段，有

时这并不容易做到;将直方图均衡作为特征矢量的自适应变

换方法实验也取得了相当好的效果〔7]0

      本文中我们在 MVN规整方法的基础上，对与之相关的

            2. 特征参数规整方法
2.1.累积分布函数匹配原理

    目前语音识别方法的概率统计框架要求系统的训练环

境和测试环境之间应该尽可能匹配，二者之间的失配将严重

影响系统性能，甚至使得系统完全不具有实用性。

    为了减小二者之间不匹配的程度，一个非常直接的想

法就是对训练或者测试的语音参数进行某种变换，以使得它

们的概率分布能够比较接近，从而减小训练和测试的失配程

度。我们也可以通过使得二者的概率密度函数的积分一累积

分布函数(Cumulative Distribution Function, CDF)匹配，

来做到这一点。根据这个原理，变换函数可以由数据的累积

分布函数获得，如下:

    设参数变换函数为x =T[y] , y是规整前的特征参
数，x是规整变换后的特征参数。

    再设x的累积分布函数为Cx(x)，y的累积分布函

数是CY(y)，则参数变换函数应该使得:

CY(y)=Cx(x) (1)

由此可以得到

x=T[y]=叮(q(y))                    (2)

    上述方法也被称为参数补偿，实际应用中，为了算法实

现的方便，经常把训练和测试的数据概率分布都变换到同一

个事先给定的标准分布(通常是标准高斯分布)，这称为参数

规整。

2.2.均值方差规整方法(MVN)

    MVN是目前比较有效的鲁棒性方法之一。该方法的基本

原理是通过特征参数的均值和方差来对其进行规整，它可以
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看成是累积分布函数匹配原理中参数满足标准高斯分布的

一个应用。

    设带噪语音特征序列(一般是指一句话)为

Y=}Yo } Y> > ..., Yr-i，则MVN的算法公式如下:

xt二
Yt一Y

  ‘，
(3)

歹一李r-i
  T o
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1招，

T会kyt一刃2  (4)

    其中，下标t表示第t帧，T是一句话的总帧数，歹和

气分别是一句话的均值和方差。
2.3.直方图均衡方法

    直方图均衡方法是累积分布函数匹配原理应用的另一

个例子。这类方法被广泛的应用在图象处理中，最近被应用

到鲁棒性语音识别中，取得了较好的结果。与MVN不同的是，

直方图均衡使用非参数方法来估计累积分布函数。实际应用

中，通常是用参数的累积直方图来近似表示累积分布函数，

所以称为直方图均衡。

    此外，也有人提出了将谱相减方法和直方图均衡方法结

合起来的方法【4]，这是目前直方图均衡方法中效果较好的

一个。首先用谱相减方法在频域中减小加性噪声的影响，然

后在倒谱域中用直方图均衡方法对残留的由加性噪声和信

道引起的非线性畸变进行补偿。

                  图1 优化算法框图

3.2.环境选择模块

    环境选择的思想是这样的:对于实际的一个识别系统的

应用环境，我们总可以按噪声类型和级别事先对环境细分成

很多种小环境，在每个小环境定义了不同的降噪策略。然后

我们用每个小环境的数据分别训练一个高斯混合模型

GMM(Gaussian Mixture Model)，从而这个GMM就表征T这

个小环境的特性。当测试时，我们对每个GMM计算当前一句

话的似然值，选择似然值最大的那个做为当前的环境，然后

进行相应的操作。用E,表征第i个环境，则似然值的计算
如下:

L(Y I E; )=F1I'(y, IE,) (5)

p(yt I E)=艺w;,N(yt; i。，‘。) (6)
                  j                  -1

        3. 特征参数规整的优化算法

3.1.算法框图

    我们的算法仍然是基于累积分布函数匹配原理的，因为

它的核心模块之一是MVN.整个算法的框图如下图所示，输

入的是13维MFCC，输出的是规整之后的39维MFCC。对每

个模块我们将一一加以说明。

  这里我们假设GMM的方差矩阵都是对角阵，其中玛、

i +i '凡分别是权值、均值和方差，混合高斯数对每个环境
都定义为M :T是一句话的总帧数。

    假设环境数有K个，理论上说应该对这K个环境都定

义不同的操作，而这些操作的定义其实一定程度上又会依赖

于应用的环境。也就是说，对于给定应用环境的语音识别，

可以通过环境选择很好的提高性能。当前环境选择的结果只

在ARMA滤波器平滑模块中加以使用，细节将在后面说明。

3.3.39维MFCC扩展模块

    这个模块是对输入的 13维特征扩展得到其一阶差分

(13维)和二阶差分(13维)，这样总共就是39维特征。一阶

差分在HTK中【10]定义如下:

AY,= (7)

    其中，N表示差分窗口大小，下标t表示第t帧，Y，表

示第t帧的MFCC,匆，表示第t帧MFCC的一阶差分。
    二阶差分只要将一阶差分代入 Eq. (7)即可得到。当前

很多识别系统中差分扩展缺省使用的都是Eq. (7)，下面给

出一种优化的差分定义:

    令，、;__、、(Y,+。一Y,功
          2 Iw 一 ii宁 lj —

Ay,一盆止一一‘二一2n
艺(N一n+1)

(8)

    Eq. (8)其实就是将 Eq. (7)中的权重，，改成了

N一n+l，这样之所以会更优那是因为存在这样的经验:越

39维MFCC
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靠近当前帧的帧和当前帧的相关性越大，也就是影响越大，

在这里表现为公式中的权重应该随。的变大而变小。Eq. (7)

不满足这一点，而Eq. (8)满足。

    下面讨论一下一阶和二阶差分窗口N的选取。我们知

道，差分的作用一方面是使得语音成分更加明显的表现出

来，另一方面可以去除一些比较稳定的噪声成分，因此差分

后的特征比原来的特征更加鲁棒。但是窗口N应该选的适

当，N太小则不能很好的体现帧与帧之间的相关性，N太大

会破坏当前帧的语音成分同时也不能较好的去除一些非稳

态噪声，所以存在一个平衡的最优值。

3. 4. MVN模块

    MVN在2.2.节中已经提及，这里就不再赘述了。

3. 5. ARMA滤波器平滑

    经过MVN模块之后，加性噪声和信道畸变都得到了一定

的补偿，但是由于噪声引起的一些毛刺对性能仍有影响，因

此这里使用ARMA滤波器进行平滑，经典的ARMA滤波器如下:

L       L

  D(1-4) + Do')
=上=1一一一一上竺一一一

2L+1
(9)

    其中，L表示平滑窗口大小，y和夕分别表示平滑前

后的特征。对 Eq. (9)同样存在优化问题，下面给出一种优

化的ARMA滤波器定义:

        L             L

  劝乙+1-L 。+又L+1-1
    ‘    JL ‘几‘声J(t-oII ’L.} ’压‘，，(} n
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    Eq. (10)更优的原因和前面分析差分模块时很相似，离

当前窗口中心位置越近的帧与当前帧的相关性越大，也就是

权重应该越大，Eq. (10)正是使用了这样的加权策略。

    下面讨论一下窗口L的选取。我们知道，干净语音中

的一些突变的峰值往往代表着很重要的信息，而带噪语音中

的一些毛刺则常是由噪声引起的，因此平滑时应该兼顾两方

面。L太大，虽有较好的抗噪性，但同时会牺牲语音信息;

L太小，则无法很好滤除噪声，所以存在一个平衡的最优

值。

    Aurora2对语音识别的后端配置也有一些标准【8]，规

定使用HTK来进行训练和测试;每个数字模型有16个状态，

每个状态3个混合高斯;静音(silence)模型有3个状态，

每个状态6个混合高斯;短暂停顿(short pause)模型只有

I个状态，并且这个状态和静音模型的中间状态绑定在一

起。这样，Aurora2就确定了一个规定训练和测试数据集以

及识别后端的数字串识别系统，它的目的就是在完全相同的

训练和测试条件下，比较不同前端鲁棒性方法的效果。

    Aurora2的基线结果在〔8〕中给出，下面提到的所有实

验结果都是相对于基线结果的错误率下降(或识别率提升)。

实验中所有算法对训练集和测试集都同时进行处理。

    前面算法框图中提到的13维MFCC特征是指CO-C12,

基本按照〔8]计算，唯一需要修改的是将FFT之后计算幅度

谱部分改成计算功率谱，这样会使识别率有一定的提升。

4.2.环境数的确定

    由于Aurora2的Multi训练集按噪声类型和级别共细分

了17个环境(实际有20个，但是有4个clean环境只看成

1个)，1个是clean;其它16个都是带噪环境，其中噪声

类型有4种，噪声级别也有4种(20dB, 15dB, lOdB, 5dB)，

所以共4X4=16。显然这里取环境数K为17最为方便，因

为直接用这17个环境的数据即可训练得到各个环境的GMM.

GMM中的混合高斯数M设为16.

4.3.未进行优化的实验

    未进行优化是指在算法框图中去掉环境选择模块，扩

展采用HTK的缺省配置Eq. (7)，使用经典的ARMA滤波器

Eq. (9)。其中一阶差分窗口为3，二阶差分窗口为2, ARMA

滤波器平滑窗口为4，这些值在未优化之前的算法中也是最

优的。从表1结果来看，识别率提升已经很高了。

                表1未进行优化的性能

                4。实验结果

4.1.实验数据和相关配里

    我们的实验是在ETSI制定的Aurora2数据库上进行的。

Aurora2是人工加入噪声和信道影响的TI数字串数据集。

规定了两种声学模型训练模式:一种模式是用干净语音训练

(称为Clean)，另一种是用干净语音和带噪语音混合训练

(称为Multi)。对每种训练模式，都要进行三个集合的测试:

A集，测试和训练噪声类型相同;B集，测试和训练噪声类

型不同:C集，不仅有加性噪声还有信道不匹配的影响。

    下面我们将进行各模块的优化实验。优化分两步，第一

步是对ARMA滤波器模块进行优化，包括滤波器本身优化，

利用环境选择进行窗口优化;第二步是对扩展模块优化，包

括差分定义和差分窗口的优化。

    优化过程中的一些实验(如表 2)我们将只给出类似于

表1最后一列的结果，其中Clean, Multi和Average这三

项分别和表1中的相对应。

4.4.优化第一步一 ARMA滤波器平滑棋块

    前面说过在 ARMA滤波器平滑模块会使用环境选择结

果，当前的策略如下:
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  风 环境选择判为d，
乙 = i _

    L4             otherwise
几<几 (11)

    其中L是平滑窗口，clean是4.2.节中提到的17种环

境中的一种。Eq. (11)的原理如下:对于信噪比高的语音，

峰值多表示语音成分;而对于信噪比低的语音，噪声也会产

生峰值.如果不用环境选择，对各种信噪比的语音都采用同

样的平滑程度(即窗口相同)，总体自然会有一些效果，但是

明显不是最优的。Eq. (11)正是从这个思路提供了一种方案，

对信噪比高的语音平滑程度要比信噪比低的小一些(即

Ll<L2)。

    另外，从Eq. (11)可以看出，虽然定义了17种环境，

但实际上只有两种操作。从理论上说，如果将操作划分的更

细一些，性能会更好。但是这里之所以没有这样做主要是因

为当前我们环境选择的正确率暂时只能对 clean的判决达

到100%，其它各种信噪比级别下总会存在一些误判，故采用

了这种保守的策略。

    表 2是 ARMA滤波器优化前后的性能对比，平滑窗口

L=4e滤器器优化前的结果其实就是表1中最后一列的结果，

优化后Clean和Multi上的性能都有了一致的提高。

        表2 ARMA滤波器优化前后的性能((L=4)

    表5是差分窗口的选择实验。当差分窗口(Nl, N2)二((3,3)

时，Average识别率达到最佳。这样，在39维扩展模块中，

错误率下降从51.83%上升到53.23%，性能提升也很明显。

              表5差分窗口的选择实验

(N1, N2) Clean Multi Average

    (2,3)

哪(3, 3;喇
    (3,4)

    63.02%

= I娜
    38.21%

脚菊困
    50.61%

53. 23%
63.39% 42.14% 52.76%

(4,3) 63.07% 42.64% 52.85%

Clean Multi Average

优化前 61.62% 38.52% 50.07%

优化后 62.03% 40.51% 51.27%

4.6.新算法与其它算法分析比较

    本节中将我们的新算法和当前一些文献中较好的方法

加以对比。各种性能列于表6-8a

    从复杂度来看，ETSI AFE最大，因为它是一个以维纳

滤波为核心模块综合其它多种方法的前端;谱相减和直方图

均衡方法其次;我们的算法最小。但从性能来看，新算法的

结果要远远优于谱相减和直方图均衡组合方法，而和ETSI

AFE的结果也基本上持平。

    此外，从表1和表7对比来看，我们的新算法优化前后

在各种环境和训练模式下的识别率都是一致提升的，这进一

步说明了我们的优化方案具有很好的普适性。

      表6 谱相减和直方图均衡组合方法的性能[4]

黝蒸撇黔簿弊繁瞥簿缪嚼释缨卿嘟髓

    定义(Ll, L2)表示Eq. (11)中的窗口组合，表3是窗口

组合的环境选择实验。从 Average识别率来看，

(L l, L2)=(3, 4)时是最优的，这正是保留语音成分和平滑噪

声平衡后的结果。这样，在ARMA滤波器平滑模块中，错误

率下降从50.07%上升到51.83%，有较明显的性能提升。

            表3窗口组合的环境选择实验

41.29%
表8 ETSI AFE的性能

4.5.优化第二步一差分扩展模块

    这步优化是在4.4.节中优化之后的基础上进行的。

    定义(Nl, N2)表示一阶差分窗口是Nl，二阶差分窗口是

N2.

    表4是差分算法优化前后的性能对比。其中一阶差分窗

口N1=3，二阶差分窗口N2=2。优化后Clean和Multi上的

性能都有了一致的提高。

      表4 差分算法优化前后的性能(Nl=3, N2=2)

Clean Multi Average

优化前 62.04% 41.62% 51.83%

优化后 62.86% 41.96% 52.41%

              5.结论和展望
    本文提出了一种特征参数规整的优化算法，性能相当不

错。优化主要体现在差分扩展模块和ARMA平滑模块。优化

过程中使用的环境选择思想值得我们注意，本文中它只在

ARMA滤波器模块进行了简单的使用。其实环境选择只是提
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    出了一种框架，它并不拘泥于某种方法，可以应用于各

种各样的前端方法，这会是我们以后继续研究的方向之一。

此外，环境选择模块本身也能进行更深入的研究，比如可以

尝试其他判决准则如MCE等，对用于环境选择的MFCC特征

先进行一些处理从而提高判决正确率等等。现在我们也正在

考虑将一些参数补偿方法加入到当前框架中，进一步体现环

境选择的优势。
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